Uwazaj, jakie dane pozostawiasz w
sieci internetowej - jak sztuczna
inteligencja moze nas sklasyfikowac.
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Wstep

Tematem Al zainteresowat sie w grudniu 2022 roku, kiedy ustyszatem o chat GPT.
Zagadnienia Al i ML wydaty mi sie na tyle interesujace, ze postanowitem przyjrze¢ im sie
blizej. Zdatem sobie sprawe, ze ma to ogromny wplyw na nasze zycie, moze ksztattowaé
nasze zachowania, moze by¢ uzyte w dobrych jak i ztych celach. Nie bez powodu
matematyka, nazywana krélowg nauk, stoi rowniez u podstaw sztucznej inteligenc;ji i
nauczania maszynowego. Tematy te sg bardzo skomplikowane, ale mam nadzieje, ze to do
czego udato mi sie dojs¢ w matematyce, potaczone z moimi przemysleniami, pozwoli moim
kolegom zainteresowac sie tematem i uswiadomi¢ im, ze zmiany wykorzystania Al nabraty
szybkiego tempa i albo zaczniemy jg rozumie¢, albo ona zrozumie nas.

W swojej pracy przedstawie zagadnienie klasyfikacji danych - do czego one stuzg
wraz z przyktadami. Skupie sie na jednym z nich, obrazujgc jego praktyczne wykorzystanie,
a pomogag mi w nich moi koledzy ze szkoty, dostarczajgc tym razem swiadomie swoich
danych do algorytmu, jako danych uczacych.



Stownik

Skrot Ang Pin

Al Artificial Intelligence Sztuczna Inteligencja
ML Machine Learning Uczenie Maszynowe
k-NN . k-nearest neighbor k najblizszych sgsiadéw

Gdzie ta sztuczna inteligencja?

Sztuczna inteligencja to jedno z najciekawszych zagadnien w dzisiejszym swiecie.
Technologia ta pozwala na stworzenie systeméw, ktére moga wykonywac zadania
wymagajgce ludzkiej inteligencji czy kreatywnosci, takie jak rozumienie jezyka,
rozpoznawanie twarzy czy analizowanie danych.

Sztuczna inteligencja jest juz wykorzystywana w wielu dziedzinach naszego zycia, takich jak
medycyna, transport, rolnictwo czy finanse. Przyktadowo, w medycynie sztuczna inteligencja
pozwala na szybsze i doktadniejsze diagnozowanie chordb, a w transporcie na
automatyczne prowadzenie samochodoéw np: Tesla Elona Muska.

Jednak sztuczna inteligencja niesie rowniez pewne ryzyka. Na przyktad, moze ona zastgpi¢
ludzi w wielu zawodach, co moze prowadzi¢ do ich bezrobocia i niemoznos$ci znalezienia
pracy zgodnej z ich umiejetnosciami. Réwniez jej niekontrolowane rozwijanie moze
prowadzi¢ do powstawania sztucznych systemoéw, ktére przewyzszajqg inteligencijg ludzi, co
moze stanowi¢ dla nich zagrozenie. Nasze wyobrazenia o zagrozeniach z jej strony byty juz
zekranizowane w filmach jak: “Matrix”, “lI, Robot”, “Blade Runner” czy nawet “Terminator”.

Mimo tych negatywnych aspektdéw, sztuczna inteligencja jest jednym z najwazniejszych
trendoéw technologicznych wspétczesnosci i ma potencjat do poprawy jakosci naszego zycia.
Dlatego wazne jest, aby mtodzi ludzie interesowali sie tg dziedzing i rozumieli jej mozliwosci
oraz ryzyka, aby przyczynia¢ sie do jej rozwijania w sposob odpowiedzialny i etyczny.

Rola ludzi w swiecie, w ktérym sztuczna inteligencja jest powszechna, bedzie sie zmieniaé
w zaleznosci od tego, jakie zadania sg przejmowane przez Al i jakie pozostajg w rekach
ludzi.

Al moze zastgpi¢ ludzi w wielu powtarzalnych i rutynowych zadaniach, co moze prowadzi¢
do redukgiji zatrudnienia w tych obszarach. Jednoczesnie jednak, Al moze stworzy¢ nowe
mozliwosci zatrudnienia, np. w dziedzinie projektowania, programowania czy nadzoru.
Wydaje sie, ze bedzie to grupa osob, ktére przynajmniej zrozumieja, jakie podstawy
matematyczne za nig stoja.



Ludzie bedg rowniez nadal potrzebni do decydowania o tym, jak Al jest wykorzystywana -
(ale co z resztg?), poniewaz to ludzie muszg okresli¢ cele i zasady dziatania systeméw Al.
Bedg réwniez odpowiedzialni za rozwigzywanie problemow i kryzysow, ktére mogg pojawié
sie w wyniku dziatania Al.

Wazne jest, aby ludzie nadal rozwijali swoje umiejetnosci i kompetencje, ktére nie s3 fatwe
do zastgpienia przez Al, takie jak kreatywnosé, empatia czy umiejetnosci interpersonalne.
Dzieki temu bedg mogli wykorzysta¢ swoj potencjat do pracy razem z Al, zamiast zostawac
zastgpieni przez nig.

Wspomniatem o pozytywnych aspektach, ale to te ciemng strone mocy chce najbardziej
podkreslic. Istnieje wiele przyktaddw ztego wykorzystania sztucznej inteligenciji, ktébre moga
mie¢ negatywny wplyw na rézne aspekty naszego zycia.

Oto kilka przyktadow:

e Manipulacja wyborami: Sztuczna inteligencja moze zosta¢ wykorzystana do
manipulowania wynikami wyboréw poprzez kontrolowanie tresci, ktére sg widoczne
dla wyborcéw lub przez fatszowanie danych.

e Bialy ekstremizm: Al moze by¢ wykorzystana do rozpowszechniania tresci
rasistowskich czy ksenofobicznych, poprzez automatyczne generowanie tresci czy
tez wykorzystanie algorytméw do promowanie tresci ekstremistycznych.

e Dyskryminacja: Al moze by¢ zaprogramowana z btedami lub nieetycznie, co moze
prowadzi¢ do nieréwnego traktowania ludzi na podstawie ich rasy, ptci, orientacji
seksualnej czy pochodzenia etnicznego.

e Inwigilacja: Al moze by¢ wykorzystywana do inwigilacji obywateli poprzez
automatyczne rozpoznawanie twarzy, analizowanie danych z mediow
spotecznosciowych czy tez monitorowanie ruchu uzytkownikéw w sieci.

e Bezpieczenstwo: Al moze by¢ wykorzystana do atakéw hakerskich czy tez do
przejecia kontroli nad systemami krytycznymi dla bezpieczenstwa panstwa czy
infrastruktury.

Dlatego wazne jest, aby odpowiedzialnie rozwija¢ i wykorzystywac sztuczng
inteligencje, z zachowaniem zasad etycznych i zgodnie z prawem. Powinnismy stale
monitorowac i regulowac jej wykorzystanie, aby zapobiega¢ negatywnym konsekwencjom i
zapewnic bezpieczenstwo i dobro wszystkim.

Matematyka odgrywa kluczowa role w sztucznej inteligencji. Wiele metod i algorytméw
stosowanych w Al, takich jak uczenie maszynowe, sieci neuronowe czy optymalizacja,
opierajg sie na matematycznych modelach i réwnaniach.

Uczenie maszynowe, jedna z podstawowych dziedzin Al, opiera sie na réznych metodach
statystycznych i matematycznych, takich jak regresja liniowa, drzewa decyzyjne czy
algorytmy genetyczne. Te metody pozwalajg na wykorzystanie danych do nauki i
przewidywania.



Sieci neuronowe, ktore sg jednym z kluczowych narzedzi w Al, rowniez opierajg sie na
matematycznych modelach. Skiladajg sie z wielu warstw, ktére sg potgczone ze sobg za
pomocg réznych funkcji matematycznych, pozwalajgcych na przetwarzanie danych
wejsciowych i generowanie odpowiedzi.

Optymalizacja, ktora jest stosowana w celu znajdowania najlepszych rozwigzan dla réznych
problemdw, réwniez opiera sie na matematycznych metodach, takich jak programowanie
dynamiczne, algorytmy genetyczne czy metoda gradientu. Te algorytmy bede poznawat, jak
opanuje chociaz jeden jezyk programowania (polecam Pythona).

W zwigzku z tym matematyka jest podstawowym fundamentem Al, gdyz pozwala na
modelowanie problemow, tworzenie algorytmdw i ich optymalizacje, a takze na
interpretowanie i analizowanie danych.

Kazdy nasz ruch w sieci - kazde klikniecie, polubienie jakiego$ materiatu zostawia slad w
sieci. Dane te odpowiednio przetworzone przez Al mogg opisa¢ Cie z doktadnoscig, z jakg
znajg Cie rodzice i wystarczy pono¢ tylko klikniecie 100 polubienh! (jako pierwszy badania na
ten temat opublikowat Polak Michat Kosinski, patrz nr 4). By¢ moze egzaminy wstepne nie
beda juz potrzebne w przysztosci, bo Al wtasnie na podstawie danych, jakie zostawiliSmy w
sieci sama odpowie.

Ale nie martw sie, najwazniejsze jest to, na co masz wptyw i jestes tego w petni sSwiadomy.
Teraz koniec tego wyjasnienia, przyjrzyjmy sie blizej temu, jak to sie dzieje.

Wprowadzenie do klasyfikacji

Algorytmy klasyfikacji to metody sztucznej inteligencji, ktére polegajg na przypisywaniu
obiektow do okreslonych klas lub grup. Wiem brzmi strasznie, ale zaraz to wyjasnie. Stuzg
one do rozpoznawania i zaklasyfikowania danych na podstawie ich cech. Algorytmy
klasyfikacji sg jednym z najwazniejszych elementéw uczenia maszynowego i sg szeroko
stosowane w réznych dziedzinach, takich jak medycyna, bezpieczehstwo, finanse,
marketing i wiele innych.

Piszac prosciej: mamy prébke wielu danych np. dlugos¢ i szerokosé tysiecy gruszek i
jabtek. Klasg lub grupg sg wtasnie jabtka i gruszki. Jak na podstawie znajomos$ci szeroko$ci i
dtugosci 1001 obiektu odpowiedzie¢ na pytanie czy jest to jabtko i gruszka?

Tutaj pomoze nam statystyka.

Teraz wyobraz sobie, Zze mamy setki odpowiedzi uczniéw na kilka tematéw, np: jakie lubig
filmy, w jakie gry lubig gra¢, czy interesujg sie sportem. | teraz na podstawie tych danych
nalezy okre$li¢ prawdopodobienstwo, czy inni uczniowie przekroczg wymagany prég
punktéw z egzaminu z matematyki?



Algorytm k-NN

Na poczatku troche teorii. Moze wydawac¢ sie nuzgca ale pokaze jej dziatanie na dosc¢
zabawnym przyktadzie.
Kroki algorytmu prezentujg sie nastepujgco:

1. Zdefiniuj zbiér treningowy D = {(x1' y1)’ (xz, yz) (xn, yn)},
gdzie x to wektor (vector) cech (np. odpowiedzi na jakie$ pytania), a “ y to etykieta

(label) (klasa, np. odpowiedz na szukane pytanie).

2. Dla kazdego nowego przyktadu x, ktéry chcemy sklasyfikowagé, oblicz odlegtosé
euklidesowg (o tym pdzniej ) miedzy x a kazdym przyktadem z D.

3. Wybierz k najblizszych przyktadéw z D do x.

4. Przypisz x do klasy, ktéra jest najczesciej reprezentowana w, k-a najblizszych
przyktadach.

5. Wartos¢ k jest hiperparametrem, ktéry jest ustawiany przed trenowaniem modelu. Co
oznacza, ze jest wartoscig statg ustalong przed uruchomieniem algorytmu, nazwa dla statej
ale tak nazwana w obszarze Al.

Jako, ze rysunek powie wiecej niz stowa, zobaczmy na przyktadzie wizualizacji jak dokonuje
sie taka klasyfikacja:
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Rys. 1 Zobrazowanie dziatania algorytmu k-NN w przestrzeni 2 wymiarowe;j

Etykieta X1 obrazuje odpowiedz na zadane pytanie nr 1, etykieta X2 na pytanie nr 2. Ale jak
to? Wyzej w przyktadzie byta odpowiedz tak/nie!

Tak, ale teraz zastanow sie jak przedstawic to jako wartosc¢ liczbowa w zbiorze liczb
rzeczywistych?

Mozemy przypisa¢ odpowiedzi tak wartos¢ 1 a nie = 0. Algorytm potrzebuje liczbowej
reprezentacji.

Wobec czego dla skohczonego zbioru odpowiedzi np. A, B, C, D, E itd. mozemy przypisac
konkretng wartosc liczbowa. Sg oczywiscie wyjatkowe przypadki, do czego wrocimy pozniej,
na razie mozesz zastanowic sie, jakie to mogg byc¢ przypadki.

Kolor obrazuje nam wynik klasyfikacji, czyli przyporzadkowanie do danej kategorii.
Np. kategoria A - to uczen wyrozniajacy sie a kategoria B - to uczen wymagajgcy wiekszej
uwagi. Punkt niebieski obrazuje nam pojawienie sie nowych wartosci dla X1, X2, dla ktérych
poszukujemy kategorii - w naszym przypadku odpowiedzi do jakiej klasy przypisa¢ nowego
ucznia.

K - tak jak opisywatem to z géry okreslona liczba przez nas. Przyjmij, ze jest to liczba
4. Wobec czego szukamy najblizszych 4 sgsiadéw naszego punktu. Najblizszych mam na



mysli takich do, ktorych jest najmniejsza odlegtosé¢. 3 na 4 nalezy do kategorii A, wobec
czego prawdopodobienstwo, ze nowy uczen bedzie nalezat do kategorii A jest wieksze i
wynosi ¥ = 75%. Wiem, ze to byto proste, ale teraz zapiszmy w sposéb ogdiny co$, co
nazwiemy wzorcem, przepisem albo wiasnie krokami algorytmu:

Krok-1 Przypisz wartos¢ zmiennej K - liczba najblizszych sagsiadow.

Krok-2 Oblicz odlegto$¢ Euklidesowg (o co$ nowego) od nowego punktu od pozostatych.

Krok-3 Wybierz K sgsiaddw, ktdrzy sg najblizej nowego punktu.

Krok-4 Sposrod punktéw wyznaczonych w kroku nr 3 policz ile nalezy do poszczegdlnej

kategorii.

Krok-5 Przypisz nowy punkt do kategorii, ktéra ma najwiecej punktéw wyznaczonych w

kroku nr 4.

Krok-6 Koniec, mamy juz sklasyfikowany nowy punkt.

Proste prawda?

Ateraz czym jest ta odlegto$¢ Euklidesowa i co zrobic, jesli etykiet bedzie wiecej niz 2 czy 3.
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Rys. 2 Zobrazowanie dziatania algorytmu k-NN w przestrzeni 2 wymiarowe;j

Na rysunku mamy punkt zaznaczony kolorem niebieskim. Teraz chcemy wyznaczy¢
odlegtosci od pozostatych punktéw.



X2

X2B

X2B

Odlegtos¢ Euklidesowa miedzy punktem C i Z w przestrzeni 2-wymiarowej:

Z(X1B,X2B)

C(X1A,X2A)

X1A X1B X1

Rys. 3 Odlegto$¢ punktéw w przestrzeni 2-wymiarowej

d(C,7) = \/(XlB —X1) S+ (xz, - x2)

w przestrzeni 3-wymiarowe;:

2 2 2
\/(XlB -X1) "+ (X2, -X2) " + (X3, -X3)

i w przestrzeni n-wymiarowe.

d(C,7) = \/ 5 i, - Xi)
n=1

Jestes w stanie wyobrazi¢ sobie przestrzen 4-wymiarowg? Ja tez nie bylem, ale zachecam
do poszukiwania w internecie.
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Rys. 4 5 najblizszych sgsiadow
Dla K=5 czyli pieciu najblizszych sgsiadéw wyznaczamy liczbe punktéw nalezgcych do
danej kategorii. | tak 3 nalezg do kategorii i A do kategorii B.

Nowy punkt zostaje zaklasyfikowany do kategorii A, gdyz 3 z 5 najblizszych sgsiadéow
stanowi wiekszos¢.

Jak wyznaczy¢ wartos¢ dla K?

e Algorytm nie okresla jaka warto$¢ K bedzie prawidtowa. Mozesz wyprébowac kilka
réznych wartosci K i poréwnac wyniki. W literaturze zaleca sie zaczg¢ od K=5.

e Wartosci jak K=1 i K=2 mogg doprowadzi¢ do mylgcych wnioskdow.

Zalety algorytmu k-NN

e Jest prosty w zrozumieniu
e Daje miarodajne wyniki dla danych losowych
e Dla duzych danych treningowych czas obliczen jest przewidywalny
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Wady algorytmu k-NN
e Trzeba z gory zna¢ warto$¢ K

e Koszt obliczen jest stosunkowo duzy, bo wymaga przeliczenia odlegtosci miedzy
elementami zbioru danych, dlatego tez algorytmy takie nazywane sa lazy (leniwymi),
bo potrzebujg catego zbioru danych wejsciowych, aby méc przeprowadzic¢
klasyfikacje.

A co w przypadku wartosci etykiet, ktore nie sg liczbami
rzeczywistymi?
Dobre pytanie. Postaram sie na nie odpowiedziec.

W takim przypadku musimy kazdej z warto$ci - jaka by ona nie byta - przypisaé wartosé
liczbowa.

| tak dla skonczonego zbioru odpowiedzi zestaw liczb:

e dla tak/nie - wartos¢ 0,1 albo 1,3
e dla tak/nie/nie wiem - wartos¢ 0, 0.5, 1 albo 1,2,3

e dla skonczonego zbioru odpowiedzi jak kolor
biaty, niebieski, zielony ... czarny - 1,2,3 .. 30

Odpowiedzi w postaci liczb nie musimy przeksztatcaé, np. jaki masz wzrost i ile wazysz.

Teraz zapewne zastanawiasz sie co ma piernik do wiatraka. Jak kolor mozna poréwnac ze
wzrostem. Odpowiedz jest prosta: tak mozna. A co z jednostkami?

Jak km/h moge poréwnac¢ z km albo z kg?

A co jak jedno pytanie bedzie zawierato odpowiedzi tak i nie, do ktérych przypiszemy
wartos¢ 0 i 1, a drugie pytanie bedzie o wzrost w nanometrach?

W takim przypadku najlepiej dane te przeskalowa¢ do tego samego przedziatu np. 0-1,
tak, by zniwelowac zbyt duze rozbieznosci miedzy nimi.
| jak zwykle mamy na to przepis.

Aby zaprezentowa¢ wszystkie dane na tej samej skali od [0,1] mozemy uzy¢ do tego
normalizacji min-max.

-11-



x—min(x)

X = max(x)—min(x)

jak zwykle najlepiej postuzy¢ sie przyktadem. Zatézmy, ze mamy zbiér odpowiedzi jak
[1,2,40,60,200] dane po przeniesieniu na skale od 0 do 1 bedg miaty wartos¢:

1= ﬁ =0 a wiec wartos¢ 1 zaprezentujemy jako 0,
40 = % =~ 0.196 warto$¢ 40 w przyblizeniu jako 0.196

60 = 26000__11 =~ 0.296 warto$¢ 60 w przyblizeniu jako 0.296
200 = 2L — 4 wartoé 200 w przyblizeniu jako 1

Teraz juz masz komplet wiedzy. Wiesz jak zamieni¢ kazdg odpowiedz na wartos¢ liczbowg i
jak dane te przeskalowaé i zaprezentowaé na wspodlnej skali.

Krok po kroku

Przed eksperymentem, policzymy bardziej skomplikowany przyktad.
Zatézmy, ze grupie 10 ucznidow zadajemy 4 pytania. 3 z nich postuzg nam jako wektor a 4
bedzie przypisaniem do konkretnej klasy.

Przyktadowe pytania i odpowiedzi to: (odpowiedzi wygenerowatem samodzielnie):

Czy uprawiasz sport?
Czy lubisz stodycze?

Czy jadasz warzywa?

O S

Twdj stan zdrowia

Mozliwe odpowiedzi na pytania 1-3 to elementy z listy:

tak

nie

czasami

rzadko

w ogole nie

Mozliwe odpowiedzi do okreslenia stanu zdrowia to:

bardzo dobry

dobry

dostateczny

mierny

Odpowiedzi prezentujg sie nastepujgco:

-12-



Czy uprawiasz Czy lubisz Czy jadasz

sport? stodycze? warzywa? Twdj stan zdrowia
Uczen 1 tak nie czasami bardzo dobry
Uczen 2 tak czasami tak bardzo dobry
Uczen 3 tak rzadko czasami dobry
Uczen 4 czasami czasami czasami dobry
Uczen 5 rzadko rzadko w ogodle nie dostateczny
Uczen 6 nie tak nie mierny
Uczen 7 nie czasami w ogodle nie mierny
Uczen 8 rzadko nie tak dostateczny
Uczen 9 nie rzadko czasami dostateczny
Uczen 10 |rzadko rzadko czasami ?

Uczen 10 odpowiada tylko na 3 zadane pytania. Naszym zadaniem jest okreslenie jego
stanu zdrowia, czyli przypisanie do klasy z pytania 4-tego.

Kolejnym krokiem jest przypisanie wartosci do elementéw ze zbioru odpowiedzi i ich
znormalizowanie, tak by byta mozliwos¢ poréwnania réznych zbioréw miedzy sobg i

okreslenie odlegtosci.

i tak:
Przyjeta wartos¢ liczbowa
(moze by¢ inna, ale ja
Odpowiedzi przyjatem taka) Normalizacja min-max
100-0 _ 4
tak 100] 100-0 —
10-0
nie 10| 100-0 — 0.1
50-0
czasami 50( 100-0 — 0.5
30-0
rzadko 30( 100-0 — 0.3
0-0__
w ogodle nie 0] 100-0 —
Przyjeta wartos¢ liczbowa
(moze by¢ inna, ale ja
Odpowiedzi przyjatem takg) Normalizacja min-max
100-0 _ 4
bardzo dobry 100] 100-0 —
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80—0

dobry 80| 100-0 =0.8
50-0 _

dostateczny 50| 100-0 — 0.5
0-0__

mierny 0f 100-0 —

-14-



Teraz nasze dane mozemy przedstawi¢ w postaci liczbowej tak:

Czy uprawiasz Czy lubisz Czy jadasz Twoj stan
sport? stodycze? warzywa? zdrowia
Uczen 1 1,00 0,10 0,50 1,00
Uczen 2 1,00 0,50 1,00 1,00
Uczen 3 1,00 0,30 0,50 0,80
Uczen 4 0,50 0,50 0,50 0,80
Uczen 5 0,30 0,30 0,00 0,50
Uczen 6 0,10 1,00 0,10 0,00
Uczen 7 0,10 0,50 0,00 0,00
Uczen 8 0,30 0,10 1,00 0,50
Uczen 9 0,10 0,30 0,50 0,50
Do | o] ol ewl [
Kolejnym krokiem jest obliczenie odlegtosci Euklidesowej wektorow Ucznia 10 od
pozostatych:
Odlegtos¢ Ucznia 10 od:
\/(XlB—XlA) "tz -x2) t 4+ (x3,-X3) °=
\/(1 ~0.3) 4.1 -03) %+ (0.5 —0.5) °=
0.7 24022 40 %=
0.7 24022 40 %=
\/0.49+0.04 +0 =
Uczen 1 V0.53 =0.73
Uczen 2 0.88
Uczen 3 0.70
Uczen 4 0.28
Uczen 5 0.50
Uczen 6 0.83
Uczen 7 0.57
Uczen 8 0.54
Uczen 9 0.20
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Uczen 10

0,00

Zweryfikuj czy Twoje wyniki pokrywajg sie z moim, dla utatwienie rozpisatem krok po kroku

jak obliczy¢ odlegtosci miedzy Uczen 10 a Uczen 1.

e 2
<]

semAziem zsepel Az

Rys. 5 Reprezentacja wektorow w przestrzeni 3 wymiarowe;j.

o o 2
=L

Ly

1.0

Czy lubisz slodycze?

0
0.0

Zeby zwizualizowaé odlegto$éi narysowatem dla Ciebie ich reprezentacje w przestrzeni 3
wymiarowej. Czerwony punkt to nasz Uczen 10. (Python i biblioteka do rysowania matplotlib)

Jak pamietasz K dla algorytmu okreslamy z goéry, ale sprawdzmy jak bedg roézni¢ sie wyniki
dla pierwszych 5 wartosci.

Dla K=1.
Najblizszy sgsiad jest w odlegtosci 0.2 od Uczen 10. Jest to uczen 9. Jako, ze uczen

9 nalezy do klasy dostateczny. To nasz Uczen 10 zostaje przypisany do klasy réwniez

dostateczny z prawdopodobienstwem 100%.

K=1 Praw. K=1

bardzo dobry 0,00%
dobry 0,00%
dostateczny 100,00%
mierny 0,00%
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Dla K=2.
Najblizsi dwaj sgsiedzi sg w odlegtosci 0.2 (Uczen 9 dostateczny) i 0.28 (Uczen 4
dobry). 1 uczen z 2 reprezentuje klase dostateczng i 1 uczen 2 reprezentuje klase dobra.
Wobec czego:

K=2 Praw. K=2

bardzo dobry 0,00%
dobry 50,00%
dostateczny 50,00%
mierny 0,00%

Odpowiednio dla K 3,4,5 dostajemy:

K=3 Praw. K=3 K=4 Praw. K=4 |K=5 Praw. K=5

bardzo dobry 0,00%|bardzo dobry 0,00% |bardzo dobry 0,00%
dobry 33,33%|dobry 25,00% |dobry 20,00%
dostateczny 66,67% | dostateczny 75,00% |dostateczny 60,00%
mierny 0,00% | mierny 0,00% [mierny 20,00%

Tez otrzymates takie wyniki? Jesli tak, to gratuluje, dostajesz dodatkowy punktu w drodze
do zrozumienia Al.

Nasunety Ci sie jakie$ wnioski? Mi tak wiec sie nimi podziele:

1. Musimy posiada¢ duzo wiarygodnych danych, w przypadku gdyby wszyscy byli
zdrowi, bez wzgledu na odpowiedzi z poprzednich pytan, kazda nowa odpowiedz
réwniez bytaby zakwalifikowana jako zdrowa.

2. Wyniki mogg sie rézni¢ do$¢ znaczgco w zaleznosci od wybranego K.

3. Algorytm dla kazdego nowego pytania musi liczy¢ odlegtosci wzgledem elementéw z
catego zbioru, im wiekszy zbiér, tym diuzej bedzie to trwato.

Weryfikacja postawionych tez - jak
sklasyfikowatem kolegow
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A teraz przejdzmy do eksperymentu. Te same pytania zadatem kolegom ze szkoty.

Wiec dane wejsciowe sg stosunkowo bardziej “realne”.

Wyliczenia przedstawione w pkt “Krok po kroku” zautomatyzowatem przenoszac do excela,
dzieki temu wynik dostaje automatycznie (link tutaj: excel).

Oto wyniki:
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https://docs.google.com/spreadsheets/d/1PLh_g6OKhZvVqtsL9ptx5u5vqmWOk1CkptP2mkLv2R8/edit?usp=sharing

Czy uprawiasz sport?

Czy lubisz stodycze?

Czy jadasz warzywa?

Twdéj stan zdrowia

Uczen 1 [tak czasami rzadko bardzo dobry
Uczen 2 [|nie rzadko rzadko dobry

Uczen 3 [tak rzadko nie dobry

Uczen 4 [nie nie nie dobry

Uczen 5 [tak tak tak bardzo dobry
Uczen 6 |w ogole nie rzadko tak dobry

Uczen 7 |w ogole nie tak nie dostateczny
Uczen 8 [rzadko rzadko rzadko bardzo dobry
Uczen 9 [tak czasami rzadko dobry

Uczen 10 [czasami nie tak bardzo dobry
Uczen 11 [czasami tak rzadko dobry

Uczen 12 [tak tak rzadko dobry

Uczen 13 [czasami nie rzadko dobry

Uczen 14 |nie rzadko rzadko dobry

Uczen 15 [tak czasami tak bardzo dobry
Uczen 16 [tak czasami rzadko dobry

Uczen 17 [tak czasami nie bardzo dobry
Uczen 18 [nie rzadko tak dobry

Uczen 19 [rzadko w ogole nie nie dobry

Uczen 20 [czasami czasami w ogole nie dobry

Uczen 21 [tak w ogole nie w ogole nie dobry

Uczen 22 |czasami tak czasami bardzo dobry
Uczen X |czasami tak rzadko

Tabela 1. Odpowiedzi uczniéw. Uczen X to szukana klasyfikacja

Dystans do Ucznia i
0,71
0,81
0,88
1,00
0,86
1,11
0,54
0,73
0,71
1,14
0,00
0,50
0,90
0,81
0,99
0,71
0,73
1,07
1,04
0,58
1,16
0,20
0,00

-19-



Czy jadasz

Czy uprawiasz sport? [Czy lubisz slodycze? |warzywa? Twoj stan zdrowia

Uczen 1 1,00 0,50 0,30 1,00
Uczen 2 0,10 0,30 0,30 0,80
Uczen 3 1,00 0,30 0,10 0,80
Uczen 4 0,10 0,10 0,10 0,80
Uczen 5 1,00 1,00 1,00 1,00
Uczen 6 0,00 0,30 1,00 0,80
Uczen 7 0,00 1,00 0,10 0,50
Uczen 8 0,30 0,30 0,30 1,00
Uczen 9 1,00 0,50 0,30 0,80
Uczen 10 0,50 0,10 1,00 1,00
Uczen 11 0,50 1,00 0,30 0,80
Uczen 12 1,00 1,00 0,30 0,80
Uczen 13 0,50 0,10 0,30 0,80
Uczen 14 0,10 0,30 0,30 0,80
Uczen 15 1,00 0,50 1,00 1,00
Uczen 16 1,00 0,50 0,30 0,80
Uczen 17 1,00 0,50 0,10 1,00
Uczen 18 0,10 0,30 1,00 0,80
Uczen 19 0,30 0,00 0,10 0,80
Uczen 20 0,50 0,50 0,00 0,80
Uczen 21 1,00 0,00 0,00 0,80
Uczen 22 0,50 1,00 0,50 1,00
Uczen X 0,50 1,00 0,30 #N/A

Tabela 2. Odpowiedzi uczniéw zamienione na wartosci liczbowe.

Dystans do Ucznia i
0,71
0,81
0,88
1,00
0,86
1,11
0,54
0,73
0,71
1,14
0,00
0,50
0,90
0,81
0,99
0,71
0,73
1,07
1,04
0,58
1,16
0,20
0,00
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Normalizacja

Odpowiedzi|Wartos¢ liczbowa [Normalizacja min-max Odpowiedz Wartos¢ liczbowa |min-max
tak 100 1,00|tak bardzo dobry 100 1,00 |bardzo dobry
nie 10 0,10 nie dobry 80 0,80 [dobry
czasami 50 0,50|czasami dostateczny 50 0,50 |dostateczny
rzadko 30 0,30(|rzadko mierny 0 0,00 [mierny
w ogole nie 0 0,00|w ogdle nie

Tabele 3. Normalizacja zbioru odpowiedzi do wartoéci od 0-1.
K=1 Praw. K=1 [K=2 Praw. K=2 |K=3 Praw. K=3 [(K=4 Praw. K=4 |K=5 Praw. K=5
bardzo dobry 0,00% |bardzo dobry 50,00% |bardzo dobry 33,33%|bardzo dobry 25,00% [bardzo dobry 20,00%
dobry 100,00% |dobry 50,00% |dobry 66,67% |dobry 50,00% [dobry 60,00%
dostateczny 0,00% |dostateczny 0,00% |dostateczny 0,00% |dostateczny 25,00% |dostateczny 20,00%
mierny 0,00% |mierny 0,00% |mierny 0,00% | mierny 0,00% | mierny 0,00%

Tabela 4. Wyniki na roznych wartosci K.
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Podsumowanie: i co dalej?

Na tym nie koniec, mam nadzieje, ze zaciekawitem Was wstepem do Al. Od czegos
trzeba zaczg¢ - zagadnienie na pierwszy rzut oka wydaje sie skomplikowane, ale jak dobrze
poznamy aparat matematyczny, jaki za nim stoi, bedziemy lepiej go rozumiec.

Warto w kolejnych krokach poznaé¢ kolejne algorytmy klasyfikaciji. W 8 klasie pojawia
sie temat zwigzany z prawdopodobienstwem, a tu juz maty kroczek do naiwnej klasyfikacji
Bayesa. Pewnie juz znasz Paradoks Monty’ego Halla? Jesli nie to, zachecam do
zapoznania, swietnie obrazuje, jak intuicja moze nas zawie$¢. Bayes nie tylko pozwala nam
uciec z petli paradoksu, ale réwniez mozna wykorzysta¢ go to klasyfikacji.

To nie koniec, wiecej mozliwosci poznawczych zyskasz, gdy poznasz lepiej nie tylko
matematyke, ale réwniez programowanie. Ja juz wyruszytem w te droge, to dopiero
poczatek. Jedno co wiem, to ze musze zwracac¢ baczniejszg uwage na to, jaki slad po sobie
zostawiam w internecie, bo jak opisatem - nieznanych zagrozen w tej przygodzie moze
zosta¢ odkrytych wiele.

P.S Nie pokazuj tego nauczycielom...

Al, ktéra zastepuje proces tworczy malarstwa - https://midjourney.com/

Al, ktére pomoze Ci w procesie nauki https://chat.openai.com/
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Miechoéw, 20.02.2023r.

Opinia

Zakres materialu realizowanego w szkole podstawowej z matematyki 1 informatyki jest
dalece niewystarczajacy do zajecia sie tak zlozonymi problemami jak poruszone przez
Tymoteusza w jego pracy. Dlatego doceniam jego determinacjg i poswigcenie niezbedne do
zglebienia wiedzy stojacej u podstaw tworzenia sztucznej inteligencji. Tymoteusz w swojej
pracy korzyst#l z ogodlnie dostgpnych w Internecie publikacji, ktore wykorzystal tworzac
wlasne przyktady mogace spopularyzowac poruszony problem wérdd rowiesnikow.

W zwiazku z powyzszym pozytywnie opiniuje prace ucznia i oczekuje, ze bedzie ona dla
Niego poczatkiem wspaniatej przygody z naukami Scistymi.

nauczyciel matematyki
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